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アブストラクト

脳波のフーリエ変換と，階層形ニューラルネットワーク

(MLNN)を用いるブレイン・コンピュータ・インターフェ

イス (BCI)に関して，脳波から多くの情報を得るために

頭部の複数個所（多チャネル）で測定される場合が多く、

多チャネルのデータから如何に特徴を抽出するかという

問題がある。特徴抽出法に，統計的に独立な成分を抽出す

る独立成分解析 (ICA)が あるが，抽出後に特徴成分が並

べ変わる問題 (Permutation問題)があることから，単に

1回の多チャネル測定データをMLNNの入力とするだけ

ではうまく分類できないことが分かっている．本稿では，

ICAの Permutation問題の影響を受けないMLNNの構

成について検討する．また，多次元データのクラスタリン

グ手法に自己組織化特徴マップ (SOFM)がある．SOFM

をフーリエ変換による特徴抽出と組み合わせることで，入

力データの情報量を操作し，分類性能の向上を図る．

ABSTRACT

FFT and Multilayer Neural Networks (MLNN) have

been applied to ’Brain Computer Interface’ (BCI). In the

BCI systems, how to extract individual features of men-

tal tasks from multi-channel brain waves is an important

problem. Independent Component Analysis (ICA) is one

of feature extraction methods. However, there exits a

Permutation Problem, that is, feature extracting order

is easily changed data by data. Therefore, ICA cannot

be effectively used for generating the MLNN input data.

In this paper, we try to develop MLNN structures,

which can reduce effects of the permutation problem.

Furthermore, Self-Organizing Feature Map (SOFM) is

applied to generating the MLNN input data. Classifica-

tion performance can be improved by increasing dimen-

sion of the SOFM output.

1 まえがき

近年，人間とコンピュータをつなぐインターフェイス

として様々な新しいインターフェイスが検討されており，

その中で，人間の脳波を解析して，コンピュータとのイ

ンターフェイスとする，ブレイン・コンピュータ・イン

ターフェイス (BCI) が注目されている．BCIの基本原理

は，被験者の脳波や脳磁波を多チャネルで測定し，その

データの特徴を解析して，被験者がイメージしたこと (メ

ンタルタスク)を推定し，それに基づいてコンピュータや

機械を操作することである [1][2]．

BCIの方式としては，帯域のパワースペクトルと非線形

分類，ARモデルと線形分類，空間パターンと線形分類，

隠れマルコフモデル，などを用いる方法がある [3]，[4]．

また，ニューラルネットワークのBCIへの応用も活発に

検討されている [5]-[9]．これまでの研究で脳波のフーリエ

変換と階層形ニューラルネットワークを用いる方法につ

いて，有効な前処理の方法が提案され，ある程度の分類

性能を持つ BCIが構築されている [11]-[12]．しかし，脳

波の特徴抽出に独立成分解析 (ICA) を用いると，従来の

方法ではチャネル毎の特徴成分の並べ変えがおきること

から，うまく分類できないことが分かっている [13]．

本稿では，分類に用いる階層形ニューラルネットワー

クの構成を変更し，ICAの特徴抽出による並べ変え問題

(Permutation問題)を解消することで分類性能の向上を

図る．また，多次元データのクラスタリング手法である自

己組織化特徴マップ (SOFM)を特徴抽出に取り入れ，脳

波の特徴量を射影する特徴空間の大きさを変更すること

で，情報量を操作し，分類性能にどのような影響がある

か調査する．

2 脳波の測定とメンタルタスク

本稿では，コロラド州立大学がWeb上で公開している

脳波データを用いる [10]．脳波の測定の際に，用いられた
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メンタルタスクは，次の 5つである．

• できるだけリラックスする（Baseline）

• 掛け算を暗算でする（Multiplication）

• 手紙の文を考える（Letter-composing）

• 回転する 3次元物体を想像する（Rotation）

• 数字を順番に書くことを想像する（Counting）
front

back

left rightC3 C4

P3 P4

O2O1

図 1: 電極の位置

脳波を測定する際の電極の位置を，図 1 に示す，C3，

C4，P3，P4，O1，O2，EOGの 7チャネルである．EOG

は，まばたきなどの眼球の運動による信号を検出する

電極である．各メンタルタスクに対して，10 秒間測定

し，250Hzでサンプリングされたので，1 チャネルあた

り 250Hz×10sec=2,500サンプルのデータがある．7チャ

ネル分のデータが，1つのデータセットとなる．

3 脳波データの特徴抽出

脳波データをニューラルネットワークに入力するにあ

たり，有用な特徴量を抽出するために以下のような処理

を行う [11]-[12]．

• フーリエ変換による特徴量抽出

• 平均化によるサンプル数低減

• データの非線形正規化

以上のような特徴抽出を経て，ニューラルネットワーク

の入力データとしては，7チャネル分並べたものを用いる．

4 階層形ニューラルネットワークによるメンタルタスク

の分類

メンタルタスクの分類には隠れ層が 1層の 2層形ニュー

ラルネットワークを用いる．活性化関数として，シグモ

イド関数を用いる．入力ユニット数が 1チャネルあたり，

10サンプルを 7チャネル分用意するので，合計 70個であ

り，出力ユニットは 5種類のメンタルタスクに対応して 5

個用いる．目標出力としては，該当するメンタルタスク

に対応する出力ユニットに 1，その他は 0を割り当てる．

最も大きな値を持つ出力ユニットに該当するメンタルタ

スクを推定結果とする．もし，出力が全体的に小さい値

のときは，判定不能（リジェクト）とする．結合荷重の学

習はバックプロパゲーション（BP)法で行った．

4.1 シミュレーション条件

5種類のメンタルタスクに対して，10秒間の測定を各

被験者について，10回ずつ行ったので，合計 50組のデー

タセットがある．そのうち，40セットを学習に，残りの

10セットをテストに用いる．テストに用いるデータセッ

トの選択方法を 5回変えて，分類を行い，その平均値で

推定能力を評価する [3]．ニューラルネットワークの各種

パラメータは以下のように設定する．正答率の向上を目

的に分類性能を比較するため，リジェクトのための閾値

は 0とする．

·活性化関数: シグモイド関数

·隠れ層のユニット数 : 20

·セグメント分割 : 無し

·学習係数 : 0.01

·学習回数 : 30000回

·結合荷重の初期値 : ± 0.1の範囲でランダム

·リジェクトする閾値 : 0

以下の表 1が，フーリエ変換と誤差逆伝搬MLNNによ

り，ある被験者の測定データを分類したものである．以

降はこの分類性能と比較して特徴抽出法を検討する．

タスク B M L R C 平均

正答率 [%] 90 90 60 80 100 84

表 1: 従来法による分類結果

5 脳波の独立成分解析 (Independent Compornent

Analysis:ICA)

独立成分解析 (ICA)は，多変量データ解析の手法の一つ

で，変数の独立性に基づいた確率変数の分解手法である．

独立な n個の信号源から発生する未知の信号を

s(t) = (s1(t), ..., sn(t))
T

とし，この原信号が線形に混ぜ合わされ n箇所から観測

されたとする．観測信号

x(t) = (x1(t), ..., xn(t))
T

は，行列 Aを時間 tによらない線形作用素とすると

x(t) = As(t) (t = 1, 2,…)

と仮定できる．ICAとは，このような条件のもとで，原

信号 s(t)及び作用素Aに関する知識を一切持たずに，観

測信号から原信号を復元することと定義される．

原信号 s(t)も線形作用素 Aも未知なことから，復元さ

れる独立成分の大きさと順序は一意ではなくなる．ICA

のこの性質が，7チャネル 7成分のデータを 1つのデータ

セットとする本研究において最もネックとなる．

ICAのアルゴリズムとして様々なものが提案されてい

るが，本研究では，尖度を用いた不動点反復法アルゴリ

ズムにより独立成分を推定する FastICAを用いる．[14]
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6 複合形MLNN構成

6.1 7NN並列方式

ICAの Permutation問題を解決するため，提案法とし

て NN を 7つ用いる方式で分類を行なう．7つの成分に

対してそれぞれ固有のNNを用意し，入力データに 1成

分のみのデータを用いることで，成分順の影響を受けず

にメンタルタスク固有の特徴量を分類し正答率の向上を

期待する．この方式を図 2に図示する．

また，第 4.1節のシミュレーション条件から，以下のパ

ラメータを変更する．

·学習係数 : 0.04
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図 2: 7NN並列方式

並列なMLNNの分類結果を統合する評価方式として，

以下の 3通りを考える．

多数決方式 各 NNでメンタルタスクを分類し，分類さ

れた回数が最も多いメンタルタスクを分類結果とする．た

だし，メンタルタスク数の最大値が 2つ以上あった場合

はリジェクトとし，どちらにも含まない．

加算方式 各 NNの出力を各出力ノード毎に加算し，加

算後の 5個の出力の最大値で分類する．

2段 7NN方式 (NN数)7×(NNの出力数)5 = 35個の出

力を入力データとして，更に 2段目の NNにより分類す

る．7個のNNの出力が正しくない場合でも，それを入力

として NNで分類することにより，分類性能の向上を図

る．2段 7NN方式を図 3に示す．
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図 3: 2段 7NN方式

正答率 [%] B M L R C 平均

多数決 60 70 50 70 40 58

加算 60 70 90 90 40 70

2段 7NN 60 60 80 80 50 66

表 2: ICAしない場合の分類結果 (7NN並列方式)

正答率 [%] B M L R C 平均

多数決 40 20 0 40 0 20

加算 50 40 30 30 10 32

2段 7NN 50 30 40 40 10 34

表 3: ICAを用いた場合の分類結果 (7NN並列方式)

ICAを用いない元データでは，従来の方式よりは正答

率は下がっているが，65% 前後の値は保っているのに対

し，ICAを用いた場合は 30%前後と，全く分類出来てい

ない．これは，フーリエ変換とMLNNを用いたメンタル

タスクの分類に成分順の特徴が大きく関係していること

が原因であると考えられる．

6.2 1NN並列方式

前節では，7個のNNを用い成分ごとに分類を行なった

が，同じ特徴が違う成分に現れることになり，Permuation

の影響が残る．

そこで，1個の NN に全ての成分を独立に入力する方

式を検討する．一つのメンタルタスクに対して 7個の成

分があるが，1個の成分をNNに入力して，その出力が目

標値に近づくようにNNを学習する．これを全てのメン

タルタスク，7個の成分に対して行う．テストでは，1個

の成分を NN に入力して出力を求める．1つのメンタル

タスクにおいて 7個の成分に対する 7個の出力を求めて，

7NNと同様な分類を行う．出力の統合には，多数決方式

と加算方式を用いる．

この方式により，成分順の影響を一切受けなくしPer-

mutation 問題の改善を図った．この方式を図 4 に図示

する．

- 386 -



NN
��������� �� �� �� � ����� �� �� �� �

�
�
�

��1 � � �

�

MT2����� �� �� �� �

MT1 � � 1 � � �� � 2 � � 7MT1 � � 1 � � �� � 2 � � 7� � 1 � � �� � 2 � � 7

MT2 � � �� � 1 � � 7 � � 2 MT2 � � �� � 1 � � 7 � � 2 � � �� � 1� � 1 � � 7 � � 7 � � 2 � � 2 

MT5 � � �� � 1 � � 7 � � 2 MT5 � � �� � 1 � � 7 � � 2 � � �� � 1� � 1 � � 7 � � 7 � � 2 � � 2 

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

�
�
�

��7��2

0
1
0
0
0

��������� � � 	 � 
 �� � � 	 � 
 �� � � 	 � 
 �� � � 	 � 
 � 2

� � � 	 


図 4: 1NN直列方式

第 4.1節のシミュレーション条件から，以下のパラメー

タを変更する．

·学習係数 : 0.04

·学習回数 : 60000回

正答率 [%] B M L R C 平均

多数決 0 50 20 30 40 28

加算 30 50 30 30 30 34

表 4: ICAしない場合の分類結果 (1NN直列方式)

正答率 [%] B M L R C 平均

多数決 10 30 20 30 30 24

加算 10 50 30 60 70 44

表 5: ICAを用いた場合の分類結果 (1NN直列方式)

7NN方式に比べて Permutationの影響を低減できるた

め，ICAを用いた場合での正答率が向上したが，依然と

して高い正答率は得られていない．一方，ICAを用いな

い場合は正答率は低下した．これらの理由として，各成分

に分離することにより，7個を同時に用いる場合に比べて，

NNの入力データの特徴が弱くなっていることや，分類す

べき入力データの数が増えていること等が考えられる．

6.3 チャネル位置による ICAを用いたメンタルタスク

の分類

これまでの結果から，1測定データにおける 7成分全

てを ICAすることで，各成分固有の特徴が失われている

ことが推測できる．そこで，図 1で表される電極の位置

の内，前頭葉と頭頂葉の間の中心溝 (central)に位置する

チャネルC3・C4，頭頂葉 (parietal lobe)に位置するチャ

ネル P3・P4，後頭葉 (occipital lobe)に位置するチャネル

O1・O2の 3組の 2チャネルでそれぞれ FastICAにより

独立成分の推定を行ない，その第一成分のみを並べ，更に

まばたきなどにによる目の筋電を検出するチャネルEOG

の成分を付け加えたものを，1入力データとして，メンタ

ルタスクの分類を行なう．これにより，脳のチャネル位置

固有の特徴を抽出し，Permutationの影響を受けずに分

類することが可能である．

第 4.1節のシミュレーション条件から，以下のパラメー

タを変更する．

·隠れ層のユニット数 : 8

タスク B M L R C 平均

正答率 [%] 40 70 60 80 80 66

表 6: チャネル位置による ICAを用いた分類結果

本稿における ICAを用いたBCIにおいては最も高い正

答率を示したが，従来法に比べると 20%も低い為，特徴

抽出の効果は表れていない．これは，ICAによる特徴量

の損失，もしくは成分数が減ったことによる情報量の減

少が原因だと考えられる．しかし，測定におけるチャネ

ル数が無数にあり，特徴量を保ちながら情報量を削減し

たい場合には有効であると思われる．その際には，体性

感覚野や運動野といった脳の活動部位とメンタルタスク

との対応を考慮する必要がある．

7 自己組織化特徴マップと階層型ニューラルネットワー

クによるメンタルタスクの分類

7.1 自己組織化特徴マップ (Self-Organizing

Feature Map:SOFM)

自己組織化特徴マップ (SOFM)は，ニューラルネット

ワークの一種で，中間層の無い２階層型の教師無し競合

学習モデルである．

SOFMは入力層と出力層であるマップ層の二つの層か

ら構成されている．マップ層にはM 個のノードが直線状，

格子状や球状等 (本稿では 2次元の格子状)に配置され，n

次元の入力層は, 入力データの次元と等しい数の入力ノー

ドから構成されている．マップ層の各ノードと入力層に属

する全てのノードの間には結合荷重wj，j = 1, 2, . . . , M

が与えられている．図 5に SOFMの概念図を示す．

図 5: SOFMの概念図

以下に SOFMのアルゴリズムを示す．

Step1 ネットワークの初期化

入力層とマップ層の間の全ての重みの初期値wj(0)をラ

ンダムに設定する．

Step2 入力ベクトルの入力
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入力層に入力ベクトル x = (x1, x2, . . . , xn)を入力する．

Step3 マップ層で入力ベクトルとの距離を計算し，最小

ノードを選択

マップ層では，各ノードの重みベクトルと入力ベクトル

との距離を計算する．ここで距離の算出には様々な方法

があるが，本稿ではユークリッド距離を用いる．

|x −wc| = min|x −wj | j = 1, 2, . . . , M (1)

上式より，距離が最小となるノード cを選択し, このノー

ドを勝者ノードとする．

Step4 重みベクトルの学習

勝者ノードとその近傍ノードの重みベクトルが次式によ

り更新される．

wj(t) =

{

wj(t) + η(t)[x(t) −wj(t)] j∈Λc

wj Otherwise
(2)

ここで，η(t)は学習回数に応じて減衰する学習率であ

り，Λcは勝者ノード cの近傍ノードの範囲を決定する近

傍関数である．こちらも学習回数に応じて縮小する．本

稿では，

η(0) = 0.1

η(t) = η(0)(1 − (
t

T
)2)

により，学習率を決定する．T は学習回数，tは現在の学

習回数を表す．T = 1000の学習率を図 6に示す．

近傍関数は，SOFMによって様々な形状を取り入れる

ことができるが，本稿では (c+d, c+d), (c−d, c+d), (c+

d, c − d), (c − d, c − d)を頂点とする正方形形状の内部を

近傍関数 Λcとする．dは学習回数と共に減少し，次式で

表される．

d(0) = round(0.3
√

(Mrow)(Mcul))

d(t) = round(d(0)(1 − (
d(0) − 1

d(0)
)(

t

T
)2))

round()は ()内の数の小数点以下の四捨五入を表す．T =

1000の時の d(t)を図 7に示す．

0 100 200 300 400 500 600 700 800 900 1000
0

0.01

0.02

0.03

0.04

0.05

0.06

0.07

0.08

0.09

0.1

図 6: 学習率 η(t)

0 100 200 300 400 500 600 700 800 900 1000
1

1.5

2

2.5

3

3.5

4

4.5

5

図 7: 近傍距離 d(t)

Step5 Step2へ戻る

Step2～Step5の動作を繰り返して，重みを学習していく．

7.2 SOFMの特徴空間における分類

以下の条件で，従来のMLNNへの入力データを SOFM

の特徴空間に射影する．

·マップ層 (正方形型)の一辺のノード数:50

·学習回数:500

特徴空間を図 8，表 7で示す．
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図 8: SOFMの特徴空間への写像

色 メンタルタスク

青 Baseline

赤 Multiplication

緑 Letter-composing

ピンク Rotation

黄 Counting

表 7: メンタルタスク対応表

SOFMにおける入力データの最近傍ノードからのユー

クリッド距離を，メンタルタスクの特徴量としてMLNN

の入力とする．入力データの一例を図 9に示す．
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図 9: SOFMを用いたMLNNへの入力データ

7.3 階層形ニューラルネットワークによるメンタルタ

スクの分類

以下の条件で，SOFMに前処理後の入力データを学習

させ，MLNNへの入力データを作成する．特徴空間の大
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きさがそのまま入力データの大きさとなるため，情報量

の変更により，分類性能にどのように影響するかを検討

する．

·マップ層 (正方形型)の一辺のノード数:5，10，50

·学習回数:100

その他のパラメータは第 4.1節と同じである．分類結果

を表 8に示す．

正答率 [%] B M L R C 平均

5×5 90 80 70 90 90 84

10×10 100 90 70 90 90 88

50×50 100 90 70 100 90 90

表 8: SOFMを用いた場合の分類結果

従来の方式では，入力データのサンプル数は 70サンプ

ルであるので，5×5=25サンプルで SOFMした場合，正

答率は低下せずにサンプル数を約 36%に削減できること

が分かった．また，SOFMのサンプル数を増やした場合

では，サンプル数の増加に伴い，正答率も向上した．こ

れは，特徴空間の増大により空間の分解能が上がり，分

類に有効な特徴量が増加したからと考えられる．

8 まとめ

多チャネルの脳波のフーリエ変換と階層形ニューラル

ネットワークを用いた BCIについて，メンタルタスクの

分類に有効な特徴抽出法を検討した．

脳波の独立成分解析 (ICA)の抽出成分の並び変え問題

を解決する為に，ニューラルネットワークの構成を検討し

たが，分類性能の改善には至らなかった．これは，ICAに

よりメンタルタスクに関する情報が変化しているという

ことも考えられるので，ベイズ分類器のような確率モデ

ルに基づいた分類器の検討を含めて調査する必要がある．

また，多次元データのクラスタリング手法である自己

組織化特徴マップ (SOFM)を特徴抽出に用いることによ

り，同程度の分類性能における入力データ量の削減，また

は入力データ量増加による分類性能の向上が確認できた．

SOFMは，特徴空間の形状や近傍距離の算出法において

改良形も提唱されている為，BCIの特徴抽出に有効な方

式を検討していきたい．

参考文献

[1] G.Pfurtscheller, C.Neuper, C.Guger, W.Harkam,
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